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Abstract 

Introduction: Natural convection is an important phenomenon in porous media problems. It 
is encountered in a variety of applications, including in enhanced oil recovery systems and 

geothermal reservoirs. Physics-based numerical models are widely used to simulate natural 

convection in porous media. Although these models are usually effective, they commonly 
suffer from high computational costs. This is notably problematic in repetitive runs at large 

time and space scales, as in uncertainty analysis, data assimilation, and sensitivity analysis. 

In recent years, at least four different methods have been proposed to overcome this 
challenge, including optimizing the numerical solution algorithm, parallel computing, cloud 

computing, and data-driven methods. In most cases, while data-driven models are capable of 

handling low-dimensional problems, they have not been very successful in dealing with 
high-dimensional problems, both accurately and time efficient. To overcome these 

challenges, we propose using the encoder-decoder convolutional neural networks (ED-

CNNs) for heterogeneous porous media. We apply the ED-CNN in the context of ‘image-to-
image’ regression in the following two use cases in the context of natural convection 

simulations: (1) as a meta-model to estimate the heat map from the Rayleigh number 

distribution, and (2) as an optimizer to estimate the Rayleigh number distribution from the 

heat map.  

Methodology: The proposed ED-CNN is employed to model the hypothetical example of a 

square porous enclosure filled with a saturated porous medium. The boundaries are 
impermeable, and temperatures at two opposite side walls are different, resulting in the 

formation of natural convection.  Heterogeneity in the Rayleigh number across the problem 

domain is applied through zonation. 

A numerical modeling tool is used to generate steady-state heat maps based on a number of 

randomly selected Rayleigh numbers. The numerical model input-outputs are transformed 

into square-shaped jpg images of 64 × 64 resolution. Two ED-CNNs are trained, one as a 
meta-model and the other as an optimizer. Different numbers of training input-output 

images (including 1000, 2000, 4000, and 5000) generated from the numerical model are 

employed to evaluate the performance of proposed networks. Two evaluation criteria are 
used to assess the performance of the developed ED-CNN models: (1) the root mean squared 

error (RMSE), and (2) the coefficient of determination (𝑅2-score). The ED-CNNs have been
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developed using Keras and Tensorflow python libraries.  

Results and discussion: Results show that the ED-CNN accuracy, both as a meta-model and 

as an optimizer, is satisfactory. For the meta-model case (i.e. prediction of the temperature 

distribution from the Rayleigh map), the RMSE is mostly smaller than 0.15, and the 𝑅2-score 
is around 0.92. In the case of ED-CNN as optimizer (i.e. estimation of the Rayleigh 

distribution from the heat map), RMSE is mostly in the interval [0.017-0.034], while the 𝑅2-

score is around 0.89. Acceptable results can be obtained using 2000 input-output image pairs 
and 150 epochs for the meta-model case, and 4000 image pairs and 200 epochs for the 

optimizer case. Analysis of the spatial distribution of errors shows that maximum errors 

occur in the middle of the problem domain where the heat map is least sensitive to the 
Rayleigh number. The ED-CNN model is also evaluated as an uncertainty analysis tool by 

comparing maps of mean and standard deviation based on the numerical model and ED-

CNN predictions, showing a significant agreement with estimation error between them. 

Conclusion: In this paper, we examine the performance of ED-CNNs, as a specialized 

architecture of deep neural networks, to solve the forward and inverse problems of natural 

convection in porous media. For this purpose, we frame the problem as one of image-to-
image regression and show that the developed model is able to provide high accuracy 

approximations with limited training samples, effectively solving the curse of dimensionality 

problem associated with heterogeneous domains. In practice, the proposed methodology can 
be applied to image datasets obtained from not only numerical modeling, but also high-

resolution imaging and non-destructive scanning techniques, to either estimate the 

temperature distribution due to natural convection, or to characterize the porous media 

based on the temperature distribution. 

Keywords: Natural Convection, Encoder-Decoder Convolutional Neural Network, Porous 

Media, Image-to-Image Regression. 

 

 

 

 

 

 

 

 

 

 
 

 

© 2022 Iranian Hydraulic Association, Tehran, Iran. 

This is an open access article distributed under the terms and conditions of the 

Creative Commons Attribution 4.0 International (CC BY 4.0 license) 

(http://creativecommons.org/licenses/by/4.0/ 

http://www.iha.ir/


 مقاله پژوهشی انجمن هیدرولیک ایران 

 https://doi.org/10.30482/jhyd.2022.322054.1579 نشریه هیدرولیک 

 

با   ناهمگن  متخلخل  محیط  در  طبیعی  همرفت  جریان  مدلسازی 

 استفاده از شبکه عصبی کانولوشنی خود رمز نگار 
 

 *2، محمد مهدی رجبی1محمدرضا حاجی زاده جواران

 
 دانشجوی کارشناسی ارشد مهندسی محیط زیست، گروه مهندسی عمران و محیط زیست، دانشگاه تربیت مدرس  -1

 استادیار مهندسی محیط زیست، گروه مهندسی عمران و محیط زیست، دانشگاه تربیت مدرس  -2

 
* mmrajabi@modares.ac.ir 

 

 www.jhyd.iha.irگاه نشریه هیدرولیک: وب      ⸙⸙⸙       1401/ 24/05، پذیرش: 10/11/1400دریافت: 

مختل  م مانن  د مخ  ازن    یهادهی   در پد انینوع جر نیاجریان همرفت طبیعی، یک پدیده فیزیکی مهم در محیط متخلخل است.  :چكیده

  ادیزمان ز  یعیهمرفت طب  انیجر  یعدد  یچالش مهم در مدلساز  ک. یبرداشت نفت  قابل مشاهده است  ادیازد  یهاستمیو س  ییگرما  نیزم

مانن  د   یدر موارد مشکل خصوصاً نی. اگرددها و روزهای زیادی میکه منجر به طولانی شدن فرایند مدلسازی برای ساعت محاسبات است

،  و همچن  ین مس  اال ن  اهمگن و ب  ا ابع  اد ب  الا  اس  ت  یمدلس  از  ن  دیتکرار چند باره فرا  ازمندیکه ن تیحساس لیو تحل تیعدم قطع لیتحل

برای غلبه بر چالش زمان    خود رمزنگار  یکانولوشن  یشبکه عصبهای ابزار جدید  در این مقاله، سعی شده که از ظرفیت  .باشدیتر ممحسوس

پژوهش مورد انتظار    نیاز ا  یدو هدف کلجریان همرفت طبیعی استفاده شود.    هایی با دقت بالا در مدلسازیمحاسبات همراه با تولید جواب

عملکرد شبکه    ی( بررس2  تیعدم قطع  لیو تحل میمستق  یخودرمزنگار به عنوان ابزار مدلساز  یکانولوشن  ی( توسعه مدل شبکه عصب1  :است

ب  رای    .خ  لمتخل  طیدر مح    یع   یهمرف  ت طب انیر جرموثر د یپارامترها نیمعکوس و تخم یمدلساز یخودرمزنگار برا یکانولوشن یعصب

های  ه  ای ورودی ش  امل تص  اویر نقش  هزوج داده آموزش با کمک مدلسازی عددی تولید ش  ده اس  ت. داده 5000دستیابی به این اهداف، 

ارزیابی شبکه عص  بی  باشند. نتایج  های توزیع دما در محیط متخلخل میناهمگن عدد رایلی به عنوان ورودی مدل، و تصاویر خروجی نقشه

  5000داده آموزش و برای مدلسازی معکوس با استفاده از   2000دهد شاخص ضریب تعیین برای مدلسازی مستقیم با استفاده از  نشان می

 باشد.  می  0.89داده بالای  
 

 تصویر.همرفت طبیعی، شبکه عصبی کانولوشنی خود رمزنگار، محیط متخلخل، رگرسیون تصویر به  : کلیدواژگان
 

 

 مقدمه -1
، ن  وعی از 1جری  ان همرف  ت طبیع  ی در مح  یط متخلخ  ل

دلی ل اخ ت ف   جریان در محیط متخلخ ل اس ت ک ه ب ه

ای ن  .(Balaji et al., 2020آید )چگالی در سیال بوجود می

گرادی ان دم ا ی ا   وجود  اخت ف چگالی ممکن است در اثر

دم  ا ی  ا غلظ  ت بیش  تر و  های دارایناحی  هغلظ  ت ب  ین 

دما و غلظت کمتر پدی د آی د. در هنگ ام   های دارایناحیه

انتقال حرارت و جریان سیال با  طور کلیبههمرفت طبیعی  

(. ای  ن ن  وع Soboleva,. 2018ش  وند )یک  دیگر هم  راه می

 
1 Natural convection in porous media 

 ه ایمخزنهای مختل م طبیع ی مانن د  در پدی دهجریان  

های و پدی ده  3، ترس یب دی اکس ید ک ربن2زمین گرمایی

های ازدی اد سامانهو    4های سوختیانسان ساخت مانند پیل

(. Nield et al., 2017قاب ل مش اهده اس ت ) 5برداشت نفت

انتق  ال م  اده  ه  ایعلتها، یک  ی از در بس  یاری از پدی  ده

محل  ول، گرادی  ان دم  ا و جری  ان همرف  ت طبیع  ی اس  ت 

(Soboleva, 2018همچن   ین در پدی   ده .) ای مانن   د

 
2 Geothermal reservoir 

3 Co2 sequestration  
4 Fuel cells  

5 Enhanced oil recovery system 
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تواند ب ر تزریق و برداشت آب می زمین گرمایی هایمخزن

(. Nield et al., 2017میزان انتقال حرارت اثرگ ذار باش د )

مدلس  ازی فراین  دهای جری  ان همرف  ت طبیع  ی،  ب  رای

های ع  ددی متع  ددی توس  عه داده ش  ده و قابلی  ت م  دل

افزارهای مدلس ازی مختلف ی مانن د سازی آن در نرمشبیه

COMSOL   (Al-Farhany et al., 2018  و )SOLIDWORKS  

 (Arefin, 2018 وجود دارد. اغلب )  به وس یله  پیشینمطالعات

فرضی با دامنه مربع ی ش کل و ب ه ص ورت دوبع دی مثال  

 جری   ان همرف   ت طبیع   ی را مدلس   ازی ک   رده ان   د

   (Al-Farhany et al., 2018; Ataei-Dadavi et al., 2019 .) 

ی  ک چ  الش مه  م در مدلس  ازی ع  ددی جری  ان همرف  ت 

زمین گرم ایی،   هایمخزنطبیعی در مقیاس بزرگی مانند  

در م واردی   ویژهب ه  مسئلهاست. این    هازیاد محاسبهزمان  

که نیازمند   2و تحلیل حساسیت  1مانند تحلیل عدم قطعیت

باشد. تر میاست، محسوستکرار چند باره فرایند مدلسازی  

 کمدس تبا این چ الش  رویاروییدر مطالعات پیشین برای 

توس  عه دس  ته راهک  ار اراا  ه ش  ده ک  ه عبارتن  د از  چه  ار

پ ردازش   ،، پ ردازش م وازیحل ع ددی بهین هی  هاروش

. محورههای مدلسازی داد( و روشHayley ., 2018) 3ابری

مح  ور عب  ارت اس  ت از م  ورد آخ  ر، یعن  ی مدلس  ازی داده

ه ای ورودی و متییره ای پارامترهای  میان  یادگیری رابطه

ه ای ورودی و دادهای از زوجخروجی با استفاده از مجموعه

های دیفرانسیل ح اکم ناچار معادلهینکه بهخروجی، بدون ا

 ,.Varol et alها وارد ش ود ) ب ر فیزی ک مس ئله در محاس به 

مح ور ت اکنون در مطالع ات  ه ای داده (. اگرچه از م دل 2018

رف ت طبیع ی اس تفاده  سازی جری ان ه م بسیاری برای شبیه 

شده، اما دو چالش مهم همچنان در ای ن زمین ه ب اقی اس ت.  

های ب ا  طور کلی در مسئله محور به های داده اینکه مدل نخست  

ه ای آم وزش  ابعاد بالا، به دلیل افزایش تص اعدی حج م داده 

ها مرب و  ب ه  مورد نی از و درپ ی آن اف زایش زم ان محاس به 

 ,.Rajabi et al) کنن د  آموزش مدل، ب ه مش کل برخ ورد م ی 

ی  ه ا ب را م دل . دومین چالش، استفاده مستقیم از شبه ( 2020

مدلسازی معک وس ی ا تخم ین پ ارامتر اس ت ک ه ب ه دلی ل  

 
1 Uncertainty analysis  

2 Sensitivity analysis 

3 Cloud computing 

محور، تاکنون کمت ر م ورد  های رایج داده های مدل محدودیت 

 (. Wei et al., 2018توجه قرار گرفته است ) 

یکی از ابزارهای پرکاربرد برای غلبه بر چالش ابعاد مسئله، 

های عص بی ش بکه  در قال ب  4استفاده از ی ادگیری عمی ق

های باشد. شبکه عصبی عمی ق ن وعی از ش بکهمی  5عمیق

ه ا، در این ن وع ش بکه  زیاد است.های  عصبی با تعداد لایه

ه ای متم ادی ب ه در لای ه  آم وزش  ه ایهای داده6ویژگی

شوند ک ه منج ر ب ه میاستخراج    "سلسله مراتبی"صورت  

های دارای ابعاد ب الا، کاهش نسبی زمان آموزش در مسئله

ش ود. موض وعی ک ه بی انگر می  هاافزایش دقت پاسخو نیز  

تفاوت اصلی بین شبکه های عصبی عمیق با شبکه عص بی 

که در م ورد   است  موضوعی  داشتن ابعاد بالامتداول است.  

به علت ماهی ت  در محیط متخلخل جریان همرفت طبیعی

کند و مدلس ازی فراین دهای دخی ل در ناهمگن صدق می

ک رده اس ت   روروب ها چ الش  جریان همرفت طبیع ی را ب 

(Shen et al., 2018.)  ک اربردی ب ودن  ه ایعلتیک ی از

 هایمس ئلهابزاری برای حل    به عنوانشبکه عصبی عمیق  

ها در تخمین ت ابع متن اظر ب ا با ابعاد بالا، توانایی بالای آن

ه  ای ورودی و خروج  ی اس  ت ک  ه امک  ان مدلس  ازی داده

روش ه ای دیگ ر قاب ل   دهد که کمتر بای را میهایمسئله

 . (Zhu et al., 2018)انجام است 

های عص بی عمی ق در برخ ی مطالع ات پیش ین در شبکه

آب زیرزمینی و   هایمسئلهمرتبط با مدلسازی    هاییمبحث

 ,.Zhu et alمح یط متخلخ ل مانن د مدلس ازی جری ان )

(، جری ان ب ا He et al., 2020(، انتقال ماده محلول )2018

(، جری  ان در Kreyenberg et al., 2019متیی  ر )چگ  الی 

ان د. ش ده  محیط غیراشباع، جریان چندفازی و ... استفاده  

اند، هر چن د مدلسازی شده  7عمده این موارد در حالت پایا

در وابسته به زمان نیز وج ود دارد.    امکان مدلسازی جریان

های به شبکه عصبی با استفاده از داده  ی این مطالعاتهمه

س س  در دست آمده از مدل عددی آم وزش داده ش ده و 

قطعی ت ج ایگزین م دل هایی مانند تحلی ل ع دمالگوریتم

در مطالع ات  .(Kreyenberg et al., 2019)ان د عددی شده

 
4 Deep learning 

5 Deep neural network 
6 Feature 

7 Steady state  
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ها، زم ان بینیبر دقت بالای پیش افزونها این مدلمذکور،  

کاهش   نسبت به مدل عددی به میزان زیادیرا    هامحاسبه

 داده اند.  

های ورودی و خروجی هر ی که دادههایمسئلهدر مدلسازی  

ت  وان از روش رگرس  یون دو دارای ابع  اد ب  الا هس  تند، می

استفاده ک رد. یک ی از ابزاره ای مناس ب   1تصویر به تصویر

برای انجام رگرسیون تصویر به تص ویر، اس تفاده از ش بکه 

ش  بکه از  ای  ن ن  وع ( اس  ت.CNN) 2عص  بی کانولوش  نی

ترین ابزارهایی است که در مطالعات گذش ته ب رای متداول

در مح یط متخلخ ل   مدلسازی مستقیم و معکوس جری ان

 Zhu et(. Kreyenberg et al., 2019)اس ت  شدهاستفاده 

al. (2018)  وMo et al. (2019)  با استفاده از شبکه عصبی

ب ه ص ورت ابع اد بس یار ب الا  ب ا  ی را  هایمسئلهکانولوشنی  

همچن ین در بح ث مدلس ازی   مستقیم مدلسازی کردن د.

معکوس و تخمین پارامتر نیز ب ا کم ک ای ن ن وع ش بکه، 

 Tartakovsky etپارامترهایی مانند ه دایت هی درولیکی )

al., 2020( ه   دایت گرم   ایی ،)wei et al., 2018 ،)

  تخمین زده شده اند. (Kamrava et al., 2020نفوذپذیری )

ه اینک ه مدلس ازی جری ان همرف ت طبیع ی ب ا با توجه ب 

های عصبی عمیق به ط ور ع ام، و ش بکه استفاده از شبکه

عصبی کانولوشنی خودرمزنگار به طور خاص، در مطالع ات 

س عی  پژوهشپیشین کمتر مورد توجه قرار گرفته، در این 

شده است مدلسازی مستقیم و معک وس جری ان همرف ت 

انجام شود، و م واردی  توانر پرطبیعی با استفاده از این ابزا

ارزی ابی خط ا و ...    بیشینهخطا، محل    بیشینهچون میزان  

. برای این هدف، یک مثال فرض ی مت داول انتخ اب و شود

ه ای آم وزش، ب ه مدلسازی شده است و با اس تخراج داده

آموزش شبکه عصبی و بررسی نتایج پرداخته ش ده اس ت. 

فرضی این است که در ای ن مطالع ه   دلیل استفاده از مثال

ه دف توس  عه روش  ی جدی د ب  رای مدلس  ازی مس  تقیم و 

های عص بی معکوس جریان همرفت طبیعی با کمک شبکه

ه ای کانولوشنی خودرمزنگار است که در آن با کم ک داده

ممک ن   ه ایحالتآموزش تولی د ش ده در مث ال فرض ی،  

ل م پارامتره ای ورودی مخت  برمبن ایمختلم این جری ان  

 
1 Image to image regression 

2 Convolutional neural network 

 هایمس ئلهدرنظر گرفته شده است که رویکردی رای ج در  

 ,Vu and Jardaniباش د )مختل م مح یط متخلخ ل می

های مش خص ب وده ک ه (. مثال فرض ی دارای پاس خ2022

دو ه دف کل ی از ای ن   کند.امکان برآورد خطا را ایجاد می

( توسعه م دل ش بکه عص بی 1پژوهش مورد انتظار است،  

به عنوان ابزار مدلسازی مس تقیم و ار  کانولوشنی خودرمزنگ

( بررس ی عملک رد ش بکه عص بی 2تحلیل ع دم قطعی ت  

برای مدلسازی معک وس و تخم ین   خودرمزنگار کانولوشنی  

پارامتره ای م وثر در جری ان همرف ت طبیع ی در مح یط 

  .متخلخل

ب  ه بی  ان مب  انی نظ  ری اع  م از  در آغ  ازدر بخ  ش بع  د، 

و   فرض یه،  طبیع ی ح اکم ب ر جری ان همرف ت    هایمعادله

معماری شبکه عصبی کانولوشنی و آموزش شبکه عصبی و 

شود. در بخش سوم، عملکرد صحت سنجی آن پرداخته می

ب ا توج ه ب ه نت ایج   خودرمزنگ ار  شبکه عصبی کانولوشنی

گیری سنجیده شده، و در پایان ب ه جم ع بن دی و نتیج ه

 پرداخته خواهد شد.  هایافته

 

 اهمبانی نظری و روش -2

 تشریح مثال فرضی    -1-2
 ، عملک  رد ش  بکه عص  بی کانولوش  نیپ  ژوهشدر ای  ن 

ب رای مدلس ازی جری ان همرف ت طبیع ی در   خودرمزنگار

برای این هدف، از ی ک   محیط متخلخل بررسی شده است.

ک اربرد طبیع ی    همرفت  بررسی جریانمثال فرضی که در  

زیادی دارد، استفاده ش ده اس ت. ای ن نمون ه ی ک دامن ه 

اشباع، با طول ضلع   کلیبهبعی شکل از محیط متخلخل  مر

L  باشد، که بعد سوم آن به اندازه کافی بزرگ است ک ه می

توان انتقال جریان و حرارت را در این دامنه دو در واقع می

اض ع بالا   و  ،اض ع مربع نفوذ ناپذیرهمه  بعدی فرض کرد.  

ن تعری م با شرایط مرزی نیوم  3درروبیدر شرایط    و پایین

ه ای کن اری تح ت ت اثیر دم ای شده اند. همچنین دیواره

( و LT > RT در دو س مت، هس تند ک ه )  RTو  LT ثاب ت 

وجود اخت ف دم ا شرایط مرزی دریکله بر آن حاکم است.  

کن د میان این دو مرز، جریان همرفت طبیعی را ایجاد م ی

 
3 Adiabatic  
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(Al-Farhany et al., 2018).  تراکم ناپذیر نیتونی و  سیال

 شود.  در نظر گرفته می

و این ناهمگنی ب ا   بودهمحیط متخلخل مورد نظر، ناهمگن  

(، Braester andVadasz, 1993) 1بندیتکیه بر روش ناحیه

در نظ ر دامنه اصلی  درون    5  ×  5های کوچک  توسط مربع

ه ا دارای ویژگ ی ته شده است. هر ک دام از ای ن مربعگرف

هیدرولیکی منحصر به ف رد هس تند ک ه ب ا ع دد دمایی و  

د. اعداد رایلی متن اظر ب ا ه ر ناحی ه نشومعرفی می  2رایلی

شکل به کمک توزیع احتمال یکنواخ ت ب ه ص ورت مربعی

انتخ اب ش ده اس ت  1000ت ا    10تصادفی و در بازه ب ین  

   (.1)شکل 

 
Fig 1. Schematic of test case  

 دامنه مسئله  نمای کلی  1شكل 

 بر مدل عددی حاکم  هایمعادلهو   فرضیه  -2-2

معادله ن همرفت طبیعی در محیط متخلخل برمبنای  جریا

، قانون دارسی که است  انرژی  بقایانتقال حرارت که بیانگر  

و همچن ین   اس ت،  نشان دهنده پایستگی مومنتوم خط ی

ش ود. ج رم تعری م می  بق ایمعادله پیوستگی برای بی ان  

و  3ش رایط تخم  ین بوسینس  ک در هامعادل  های  ن  یهم ه

ت ا   ش وندم ی  یاد شده، با یکدیگر ادغ ام ش ده  هایفرضیه

س یال ب ا   درحاکم بر جریان همرف ت طبیع ی    هایمعادله

زیر به دس ت های رابطهتابع دما، به صورت   چگالی متییر و

 . (Fajraoui et al., 2017)آیند  

𝜕𝑢 

𝜕𝑥 
+

𝜕𝑣 

𝜕𝑦 
= 0 (1) 

 
1 Zonation 
2. Rayleigh Number 
3 Boussinesq approximation 

𝑢 = −
𝜕𝑝

𝜕𝑥

 (2) 

𝑣 = −
𝜕𝑝 

𝜕𝑦 
+ 𝑅𝑎. 𝑇 (3) 

𝑅𝑎 =
𝑘 ∙  𝜌𝑐 ∙ 𝛽 ∙  𝑔 ∙  ∆𝑇 ∙  𝐻 

𝜇 ∙  𝛼 
 (4) 

𝑢
𝜕𝑇

𝜕𝑥
+ 𝑣

𝜕𝑇 

𝜕𝑦
=

𝜕2𝑇 

𝜕2𝑥
+

𝜕2𝑇 

𝜕2𝑦
 (5) 

 

)𝑢که در آن  
𝑚

𝑠
)𝑣و    (

𝑚

𝑠
، 𝑦و  𝑥  برای، به ترتیب سرعت در  (

𝑝    فشار و𝑇  4باش ند. ع دد رایل ی توس ط رابط ه  دم ا می 

 𝑘 (𝑚2)ش ود. پارامتره ای ای ن معادل ه ش امل معرفی می

𝜌𝑐  ،هدایت هیدرولیکی  )3𝑚/𝑘𝑔(  ،چگ الی س یال𝛽(1/𝐾) 

 𝑇∆ ،ش  تاب گ  رانش )𝑔)2𝑠/𝑚انبس  ا  حرارت  ی س  یال، 

(K)گرادیان دما بین مرز چپ و راست،  𝐻 (𝑚)   طول ض لع

ض  ریب  )𝑠/2𝑚(𝛼 س  یال و لزج  ت )𝜇)𝑠. 𝑚/𝑘𝑔 ،دامن  ه

 باشند.نفوذپذیری گرمایی محیط متخلخل می

اف  زار ب  ا س  اخت ی  ک م  دل اج  زا مح  دود در مح  یط نرم

های بالا با کمک ماژول  هایمعادلهکه در آن حل    4کامسول

قانون دارسی و انتقال حرارت و با گسسته س ازی مک انی و 

نقشه   هایتصویرشود، دو دسته داده شامل  زمانی انجام می

محیط متخلخ ل و نقش ه ن اهمگن ع دد   انتقال حرارت در

آموزش شبکه عصبی استخراج شدند. این مدل   برایرایلی  

 5کامسول همچنین به وسیله مقایسه با ح ل س ری فوری ه

 بررسی و امتحان شد.

 شبكه عصبی کانولوشنی   -3-2

اس ت  شبکه عصبی کانولوشنی نوعی شبکه عص بی عمی ق

 و،  ریزی ش دهطرحعملکرد بینایی میز انسان    که با الهام از

های تص ویری ب ه ی با دادههایمسئلهبرای حل    طور کلیبه

ت رین ش بکه در کلی(. ای ن Gu et al., 2018رود )کار م ی

و  7ادغ  ام ه  ای، لای  ه6کانولوش  ن ه  ایحال  ت دارای لای  ه

اس ت. ه ر لای ه کانولوش ن ش امل   8متص ل  تماما  هایلایه

 
4 Comsol 

5 Fourier series solution 
6 Convolution layer 
7 Pooling layer 

8 Fully connected layer 
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وزن ب ا  (  N×Nیک ماتری     به فرمفیلترها )  ای ازمجموعه

iW  می زانض رب  است، ک ه خروج ی ه ر فیلت ر از حاصل 

های ورودی هر ناحیه ک ه م اتری  فیلت ر روی آن پیکسل

 Jiang etآی د )کند در وزن فیلتر به دس ت میحرکت می

al., 2021 این نوع شبکه عصبی نسبت  هایبرتری(. یکی از

های عصبی متداول دیگر، قابلیت بالای این شبکه به شبکه

شبکه   است، به این دلیل که  1های با ابعاد بالادر کار با داده

را به طور کامل برای تک تک   هامحاسبهعصبی کانولوشنی  

ده د، بلک ه ب ه کم ک اعضای م اتری  ورودی انج ام نمی

فیلترها که ابعادی کمتر از ماتری  اصلی دارند ب ه ص ورت 

دهند، ب ه ای ن ص ورت ک ه را انجام می  هامحاسبهپراکنده  

 هامحاس بهفیلترها با حرکت بر روی ماتری  اصلی و انجام 

بر روی بخش کوچکی از ماتری  اصلی، ی ک م اتری  ب ا 

کنند که ای ن عم ل خروجی تولید می  به عنوانابعاد کمتر  

 Hur etرا نیز به هم راه دارد ) هامحاسبهکمتر شدن زمان 

al., 2019.) 

های ش  بکه ان  واعترین و پرک  اربردترین مت  داول جمل  ه از

اس ت   2عصبی کانولوشنی، ش بکه عص بی خ ود رم ز نگ ار

(Ronneberger et al., 2015 این شبکه از دو زیر ش بکه .)

و زی  ر ش  بکه  3تش  کیل ش  ده اس  ت، زی  ر ش  بکه کدگ  ذار

ا کوچ ک شبکه کدگ ذار، ش بکه عص بی ب زیر. در  4کدگشا

از لح ا  عمق ی و رزولوش ن(، کردن ابعاد تص ویر ورودی )

ش بکه کن د. س س  در زیرن را اس تخراج میهای آویژگی

ش بکه کدگ ذار زیر  همانندمعماری    طور کلیبهکدگشا که  

ه ای دارد، تص ویر ب ا کم ک ویژگی  را  عک    ب رایاما در  

 همانن دشود تا ابعاد و رزولوشن استخراج شده بازسازی می

 2(. ش کل Ji et al., 2021)مجدداً ایجاد ش ود تصویر اولیه 

 ,.Rajabi et alده د )شبکه عصبی مورد نظر را نش ان می

نولوشن تشکیل ش ده و ب ا لایه کا  15(. این شبکه از  2022

، هر لایه ب ا تسریع در اجرای شبکه و بهبود دقت آنهدف  

ی هالای ه  هم هشود. در  میهمراه    5نرمالیزیشنیک لایه بچ

شبکه عصبی مورد استفاده در مدلسازی مس تقیم جری ان 

 
1 High dimensional  
2 Auto encoder 

3 encoder 
4 decoder 

5 Batch normalization layer 

ا ی   6ساز واحد یکسو ساز خطیاز تابع فعال  همرفت طبیعی

Relu    ،م ورد اس تفاده دردر شبکه عصبی    امااستفاده شده 

انته  ایی ش  بکه از ت  ابع مدلس  ازی معک  وس در س  ه لای  ه 

س از ب ا استفاده شده است. ت ابع فعال  7ساز سیگموایدفعال

 هایمس ئلهافزودن عامل غیرخطی به مسئله قابلی ت ح ل 

کن د غیرخطی را به ش بکه عص بی کانولوش نی اض افه می

(Tahmasebi et al, 2020)سازی . همچنین الگوریتم بهینه

RMSprop      وAdam  آموزش شبکه عصبی   به ترتیب برای

مدلسازی مستقیم و مدلسازی معکوس به کار گرفت ه   برای

(. می  زان ن  رو آم  وزش Rabbani et al., 2020ش  دند )

آموزش شبکه عصبی ب ا ان دازه   8دور  300برای    0.00001

 (.2رفته شد )شکل در نظر گ 24  9بچ

   آموزش و صحت سنجی شبكه عصبی-4-2

برای آموزش شبکه عص بی از روش رگرس یون تص ویر ب ه 

تصویر استفاده شده است. در این روش هر دو داده ورودی 

و خروج  ی ش  بکه عص  بی تص  ویر هس  تند و رگرس  یون 

ه ا انج ام تصویری به صورت پیکسل به پیکس ل ب ین داده

ب ه های آموزش شبکه عصبی ،  دهدا  مبناشود. بر همین  می

-تولید و ذخیره ش دهPNG سیاه و سفید و با فرمت  شکل

 هاپ ژوهش، تص ویردر ای ن  اند. لازم به یادآوری است ک ه  

ورت رنگی به تص ویر کش یده ش ده برای نمایش بهتر به ص

توزیع   -متناظر با عددی رایلی  زوج تصویر  5000تعداد  اند.  

ب رای آم وزش ش بکه عص بی    64  ×  64ب ا رزولوش ن  دما  

استفاده شده است. ای ن رزولوش ن   خودرمزنگار  کانولوشنی

قابلیت نمایش و همچن ین زم ان   براییک مقدار بهینه از  

و خطا ب ه دس ت   باشد که با سعیاجرای شبکه عصبی می

 آمده است.

ب ه عن وان داده درص د   20  ،یادشده  هایاز بین زوج تصویر

 50، و  ش بکه  11برای ص حت س نجی  درصد  30و    10تست

 مدل اند.  شده استفاده   آموزش  برای  باقی مانده    درصد 

 
6 Rectified linear unit 
7 Sigmoid  
8 Epoch  

9 Batch size  
10 Test data 

11 Validation  
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Fig. 2 Schematic of the proposed ED-CNN 

    معماری شبکه عصبی کانولوشنی خود رمز نگار نمای کلی   2شكل 

 

 

تح ت زب ان   2و تنس ورفلو  1شبکه عصبی در بس تر ک راس

ارزیابی عملک رد  برایبرنامه نویسی پایتون اجرا شده است. 

متداول یعنی روش خط ای ج ذر   شاخصاز دو    این شبکه

ی  ا  4( و ض  ریب تعی  ینRMSEی  ا ) 3می  انگین مربع  ات

(SCORE -2R ) ش  ده اس  تاس  تفاده (Kumar et al., 

2020). 

𝑅𝑀𝑆𝐸 = √
1

𝑁
∑ (𝑦𝑝𝑟𝑒𝑑 −  𝑦 𝑡𝑟𝑢𝑒)

2𝑁

𝑖=1
 

(6) 

𝑅2 = 1 −
∑ (𝑦𝑝𝑟𝑒𝑑 −  𝑦 𝑡𝑟𝑢𝑒)

2𝑁
𝑖=1

∑ (𝑦𝑝𝑟𝑒𝑑 − 𝑦𝑚𝑒𝑎𝑛 𝑡𝑟𝑢𝑒 𝑣𝑎𝑙𝑢𝑒𝑠)
2𝑁

𝑖=1

 (7) 

 نتایج و بحث -3

 مدلسازی مستقیم  -1-3

 توزیع دمای متناظر با  در مدلسازی مستقیم، هدف تخمین

تصویر  مبنایجریان همرفت طبیعی در محیط متخلخل بر 

نقشه عدد رایلی به عنوان ورودی است. برای ارزیابی دق ت 

  SCORE - 2Rو   RMSEبینی ش بکه عص بی می زانپیش

محاسبه و نمودار آن رسم ش ده اس ت. ب رای رس یدن ب ه 

 1000شبکه عصبی ب ا   در آغازتعداد مناسب داده آموزش،  

و پ     از بررس   ی دق   ت  ه ش   دهتص   ویر آم   وزش داد

داده  5000و  4000، 2000ع  داد ب  ه ه  ا، ای  ن تبینیپیش

و در هر مرحله نم ودار مرب و  ب ه   ه شده استافزایش داد

ش ده ارزی ابی    شاخص خطای یاد شدههر دو    برمبنای  ،آن

 
1 Keras  

2 Tensorflow  
3 Root mean squared error 

4 Coefficient of determination 

پیداس ت،   a3(. همانطور که از نمودار شکل  3)شکل    است

 2000ب  ه  1000می  زان خط  ا ب  ا اف  زایش تع  داد داده از 

 و 4000ها ب ه داد نمونهکاهش یافته، در حالیکه افزایش تع

باعث افزایش قابل توجه در دق ت ش بکه   5000  در نهایت

نی ز نش ان داده  b3شود. این موضوع در نمودار ش کل  نمی

داده   2000شده است. با آموزش شبکه عص بی ب ه کم ک  

رس یم می RMSEبرای شاخص   9/0آموزش به دقت بالای  

بی مدلس ازی مس تقیم ش بکه عص   برایو این تعداد داده  

ش ود استنبا  می  a3کافی است. همچنین از نمودار شکل  

 150روند کاهشی میزان خطا پ  از حدود    تا حدودیکه  

شود و نیازی ب ه آم وزش ب ه دور آموزش شبکه متوقم می

 نیست.  بالاترمیزان 

 1000  هم ههمچنین، عملکرد کلی شبکه در پیش بین ی  

تست نیز مورد بررسی ق رار گرفت ه اس ت. ب رای ای ن   داده

ه ای تس ت محاس به و در تمام داده  RMSEمنظور میزان  

ترسیم شد. این نمودار نش ان   a4آن نمودار شکل    برمبنای

 15/0  درصد خطاهای آموزش کمتر از  85دهد بیش از  می

هستند. همچنین میزان خطای مکانی در دامن ه در ش کل 

b4   به نمایش در آمده که نشان دهنده میزان ک م خط ای

ده د، کل در دامنه است. همچنین ای ن تص ویر نش ان می

دهد که گرادیان دم ایی خطا در مرکز دامنه رو می  بیشینه

تر خ ود ق رار دارد. ب رای بررس ی ملم وسدر بالاترین حد  

اب زار مدلس ازی مس تقیم،  به عن وانعصبی    عملکرد شبکه

های شبکه عصبی به ط ور تص ادفی بینییک نمونه از پیش

مقایسه بین نقش ه  5انتخاب و بررسی شده است. در شکل  

جریان همرفت طبیعی به دست آمده توزیع دمای ناشی از  

سازی عددی و تخمین ش بکه عص بی کانولوش نی از شبیه
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یک نقشه واحد عدد رایلی به تصویر کشیده ش ده   برمبنای

است. در این تصویر نقشه حاصل از تخمین ش بکه عص بی 

و نقشه حاصل از م دل ع ددی ت ا   خودرمزنگار  کانولوشنی

حد زیادی مشابهت دارند. همچنین نقشه خطای نسبی که 

های تص ویر پیکس لمیزان خطای نسبی تک ت ک    مبنابر  

دست آمده، نشان دهنده میزان دقت بالای پ یش بین ی به

باش     د.ش     بکه عص     بی در ای     ن مث     ال می

 

 
Fig. 3 (a) RMSE plot for ED-CNN as meta-model (b) R2-

SCORE for ED-CNN as meta-model 

شبکه    SCORE-2R ( b) و  RMSE( a) نمودار خطای  3شكل 

 مدلسازی مستقیم

 

 
 

 
Fig. 4 (a) RMSE histogram for ED-CNN as meta-model 

(b) Total error distribution map for ED-CNN as meta-

model 
( نمودار هیستوگرام میزان خطای آموزش مدلسازی  a)  4شكل

 نقشه توزیع خطای کل برای مدلسازی مستقیم  (b)مستقیم 

 

 
Fig. 5 Comparison of numerical model and ED-CNN predictions for ED-CNN as meta-model 

 میمستق ی ابزار مدلساز به عنوان  یشبکه عصب ینیب شیپ نمونه 5شكل  

 

 تحلیل عدم قطعیت  -2-3

در ای  ن قس  مت عملک  رد ش  بکه عص  بی ب  رای مدلس  ازی 

 برمبن ایابزار تحلی ل ع دم قطعی ت،    به عنوانمستقیم را  

سازی مدل عددی به روش مونت ک ارلو ب ا محاس به شبیه

ه ا م ورد بررس ی ق رار میانگین و انحراف معیار پیش بینی

مدل ع ددی   برمبنایدادیم. نقشه میانگین و انحراف معیار  

ب ه   6ن شبکه عصبی کانولوشنی در شکل  تخمی  برمبنایو  

نمایش در آمده اند. میزان خطای کم بین نقشه میانگین و 

حاص  ل از م  دل ع  ددی و ش  بکه عص  بی  انح  راف معی  ار

نشانگر عملکرد مناسب این ش بکه کانولوشنی خودرمزنگار،  

باش د. در ه ر دو م ورد در بحث تحلیل ع دم قطعی ت می

 خطا در مرکز دامنه و در  بیشینهمیانگین و انحراف معیار، 
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Fig. 6 Mean and standard deviation distribution map and their estimation errors 

 بینی شبکه عصبی کانولوشنیمدل عددی و پسیش مبناینقشه توزیع میانگین و انحراف معیار بر  6شكل 

 

گرادیان حرارتی رو داده است و ه ر چ ه ب ه   بیشینهمحل  

ش ویم، از می زان خطاه ا تر میسمت کناره دامن ه نزدی ک

ج وای در زم ان ص رفه  ش ود. همچن ین می زانکاسته می

جایگزین نمودن مدل عددی با ش بکه حاصل از    هامحاسبه

ها مون ت ک ارلو، عصبی کانولوشنی خودرمزنگار در محاسبه

(  TSR) 1در زمان   ییصرفه جو  نسبتبا استفاده از شاخص  

 :(Rajabi et al., 2017) زیر محاسبه شده است رابطه برابر

(8)                                                          𝑻𝑺𝑹 =
𝒕𝒔−𝒕𝒎

𝒕𝒔
 

 

 99/0  ب الای  ده د ک ه ای ن ش اخصها نشان م یمحاسبه

زمان مورد نیاز برای اجرای مدل   𝑡𝑠باشد. در این رابطه،  می

اج رای ش بکه عص بی   ب رایزمان مورد نی از    𝑡𝑚عددی و  

 باشد.کانولوشنی می

 

 مدلسازی معكوس و تخمین پارامتر -3-3

در این قسمت به تحلیل و بررسی نتایج عملکرد شبکه عص بی  

کانولوشنی به عنوان ابزار تخمین پارامتر در فراین د مدلس ازی  

ده د،  نش ان می   a7شود. نم ودار ش کل  پرداخته می معکوس  

 
1 Time saving ratio 

ب ه    1000های آموزش از  با افزایش تعداد داده  RMSE خطای

که میزان  شود، در حالی با کاهش محسوسی همراه نمی   2000

داده، به ط ور قاب ل    4000خطا هنگام آموزش شبکه عصبی با  

نی ز موی د اف زایش   b7یابد. نم ودار ش کل توجهی کاهش می 

باش د.  داده آم وزش می   4000دقت شبکه هنگ ام اس تفاده از  

 باشد.  می   0/ 88در این حالت حدود    SCORE-2Rمیزان  

برای بررسی عملک رد کل ی ش بکه عص بی کانولوش نی در 

می زان خط ا در   برمبنایمین پارامتر، نقشه خطای کل  تخ

های تصویر نقشه رایلی رسم شده است )شکل تمام پیکسل

b8ده د عم ده خط ای مرب و  ب ه (. این نقشه نش ان می

ده د، ج ایی دامنه رو میبینی نقشه رایلی، در مرکز  پیش

ارت کمت رین حساس یت را ب ه نقشه ح ر  که تیییر پذیری

 RMSEیل ی دارد. همچن ین می زان ع دد را  تیییر پ ذیری

نم ودار   a8برای هر تخمین محاسبه شد و در تصویر شکل  

ده د بیش تر ترسیم شد. این نم ودار نش ان می  ستونی آن

 . قرار دارد( 034/0 – 017/0خطای پیش بینی در بازه )

ای از تخم ین ع دد رایل ی توس ط نمونه  9همچنین شکل  

نقشه توزیع   برمبنای  خودرمزنگار،  شبکه عصبی کانولوشنی

دهد. اخت ف کم ب ین ورودی را نشان می  به عنوانحرارت  

نقشه واقعی عدد رایلی و تخمین شبکه عصبی و همچن ین 
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نقشه خط ای مطل ق ک ه از تفاض ل پیکس ل ب ه پیکس ل 

تخمین شبکه عصبی و نقشه واقع ی رایل ی ب ه   هایتصویر

 مذکور عصبی دست آمده، نشان دهنده دقت مناسب شبکه

ابزاری برای تخمین پارامترهای م وثر در جری ان   به عنوان

 باشد.  همرفت طبیعی می
 

 
CNN as optimizer-SCORE for ED-2b) R(CNN as optimizer -a) RMSE plot for ED( . 7Fig   

 شبکه مدلسازی معکوس  SCORE -2R(b)    و  RMSEنمودار خطای (  a) 7شكل 

 
Fig. 8 (a) RMSE histogram for ED-CNN as optimizer (b) Total error distribution map for ED-CNN as optimizer 

 مدلسازی معکوس ( نقشه توزیع خطای کل برای b) میزان خطای آموزش مدلسازی معکوس ستونی( نمودار a)  8شكل 

 
 

Fig. 9 Comparison of numerical model and ED-CNN predictions for ED-CNN as optimizer 

 ابزار مدلسازی معکوس  به عنوان بینی شبکه عصبی پیش نمونه   9 شكل

 بندیخلاصه و جمع -4

ش  بکه عص  بی کانولوش  نی  عملک  رد پ  ژوهشدر ای  ن 

جری ان همرف ت طبیع ی در   حل مسئله  خودرمزنگار برای

بررسی شد. ه دف توس عه روش ی جدی د محیط متخلخل  

در مدلسازی مس تقیم  هامحاسبهبرای غلبه بر چالش زمان 

، در کنار حفظ دق ت مدلس ازی، یاد شدهو معکوس مسئله  

فرض ی از ی ک مح یط   مثالبرای این هدف، یک    باشد.می

افزار مدلسازی و با کمک نرم  شدتخلخل ناهمگن طراحی  م
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 .های آموزش شبکه عصبی تولی د ش دعددی کامسول داده

معماری شبکه عص بی کانولوش نی خ ود رم ز   همچنین از

برای آم وزش داده   یک شبکه عصبی متداول  به عنواننگار  

مدلس ازی مس تقیم و معک وس   برای،  هایمبتنی بر تصویر

ب ه استفاده شد. برای شبکه عصبی    جریان همرفت طبیعی

می زان  دهندهار مدلسازی مس تقیم، نت ایج نش انابز  عنوان

داده آموزش و   2000بینی پایین با استفاده از  خطای پیش

دور آموزش است. همچنین نقشه خط ای ک ل   150حدود  

 بیش ینهخطا در مرکز دامنه، در محل   بیشینهنشان دهنده  

ین نت ایج تحلی ل ع دم باش د. همچن گرادیان ح رارت می

اب زار   ب ه عن وانقطعیت، موید قدرت مناسب ای ن ش بکه  

تحلیل عدم قطعیت است. نتایج آموزش شبکه عصبی برای 

تخمین پارامتر نیز بیانگر نی از ای ن ش بکه ب ه تع داد داده 

داده آم وزش( و   4000بیشتر نسبت ب ه حال ت مس تقیم )

چند بعد   باشد، هردور( می  250)  تر آموزشدرازمدتزمان  

از آموزش شبکه با تعداد داده و زمان مناسب، ای ن ش بکه 

 یینسبت ص رفه ج وشاخص  .رسدنیز به دقت مناسبی می

درص دی زم ان   99، نشان دهنده ک اهش ح دود  در زمان

مرب و  ب ه   هامحاسبهنسبت به مدل عددی، در    هامحاسبه

مجم وع   باش د.قطعیت با روش مونت کارلو میتحلیل عدم

کانولوش  نی ده  د، ای  ن ش  بکه عص  بی م  ی نت  ایج نش  ان

تواند ابزار مناسبی برای مدلسازی مس تقیم میخودرمزنگار  

های جری ان قطعی ت در مس ئلهو تحلی ل ع دمو معکوس  

 باش  د. ن  اهمگن مح  یط متخلخ  ل همرف  ت طبیع  ی در

 ب رایروش    نی از ا  ت وانیم  یآت   هایبررسیدر    نیهمچن

در   یع یهمرف ت طب  انی و معکوس جر  میمستق  یمدلساز

 استفاده کرد. تریقو  یمتخلخل با ناهمگن طیمح
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